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RESUMO

As interfaces cérebro maguina tem como objetivo integrar os humanos com as maquinas de forma mais
direta e intima. Este trabalho tem como objetivo demonstrar que a leitura de ondas cerebrais € possivel
através da comunicacao entre a linguagem Python e o hardware responsavel por obter os dados. O
projeto aborda sobre o hardware das interfaces cérebro computador relevantes para os fins deste
trabalho, dando um conhecimento de alto nivel ao leitor sobre do que se trata a tecnologia e como ela
funciona, bem como citando algumas aplicacdes, e entdo volta sua atencdo para o lado do software,
demonstrando como é possivel aplicar o conhecimento com o suporte de tecnologias como o Google
Collab para a hospedagem do projeto, a biblioteca MNE-Python para obtenc&o de leituras confiaveis,
o Scikit-learn para realizar as computac¢des de machine learning, entre outras ferramentas.

PALAVRAS-CHAVE: Interfaces  Cérebro  Maquina. Interfaces Cérebro = Computador.
Eletroencefalografia. MNE Python. Scikit-learn. SciPy. Eletrooculogramas.

ABSTRACT

Brain-machine interfaces aim to integrate humans with machines in a more direct and intimate way. This
work aims to demonstrate that the reading of brain waves is possible through communication between
the Python language and the hardware responsible for obtaining the data. The project addresses the
hardware of the relevant brain computer interfaces, giving the reader a high level understanding of what
the technology is and how it works, as well as citing applications, and then turns its attention to the
software side, demonstrating how we can apply this knowledge with the support of technologies such
as Google Collab for the project hosting, the MNE-Python library for reliable readings Scikit-learn to
perform machine learning computations, and other tools.

KEYWORDS: Brain Machine Interfaces. Brain Computer Interfaces. Electroencephalogram. MNE
Python. Scikit-learn. SciPy. Electrooculogram.

RESUMEN

Las interfaces cerebro-maquina tienen como objetivo integrar a los humanos con las maquinas de
manera mas directa e intima. Este trabajo tiene como objetivo demostrar que la lectura de ondas
cerebrales es posible a través de la comunicacion entre el lenguaje Python y el hardware responsable
de la obtencion de los datos. El proyecto aborda el hardware de las interfaces cerebrales de la
computadora relevantes para los propésitos de este trabajo, brindando un conocimiento de alto nivel al
lector sobre de qué se trata la tecnologia y como funciona, ademas de citar algunas aplicaciones, y
luego dirige su atencién al lado del software, demostrando como es posible aplicar el conocimiento con
el apoyo de tecnologias como Google Collab para el alojamiento de proyectos, la biblioteca MNE-
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Python para lecturas confiables, Scikit-learn para realizar céalculos de aprendizaje automatico, entre
otras herramientas.

PALABRAS CLAVE: Interfaces Cerebro-Maquina. Interfaces cerebro-computadora.
Electroencefalograma. MNE Python. Scikit-learn. SciPy. Electrooculograma.

INTRODUCAO

Azar e Hassanien (2014, p. 4) mencionam que desde o aparecimento dos primeiros
computadores, os UNIVAC em 1951, a interacdo entre humanos e computadores tem se tornado cada
vez mais fluida. Os computadores modernos podem ser moveis, como € o caso dos notebooks,
smartphones e tablets. Através de um smartphone, por exemplo, podemos obter qualquer tipo de
informacado disponivel na internet em qualquer lugar, desde que uma conexao via satélite esteja
disponivel.

Para Wolpaw E e Wolpaw J (2012, p. 3) Uma Interface Cérebro Computador (BCI, do inglés
Brain Computer Interfaces) é um sistema que mede a atividade do sistema nervoso central (SNC),
obtendo os impulsos como entrada de dados, e convertendo-os para uma saida artificial, substituindo,
restaurando, realgando, suplementando ou aprimorando o SNC natural, por sua vez alterando a relacédo
entre ele e 0 ambiente interno ou externo.

As aplicagdes médicas sdo um dos destaques da tecnologia. Wolpaw E e Wolpaw J (2012, p.
3) dissertam que uma pessoa que sofreu lesdo na medula espinhal causando a paralisacdo dos
movimentos das maos e pernas, poderia utilizar um sistema de BCI para restaurar essas habilidades
motoras, estimulando os musculos paralisados através de eletrodos, assim recuperando os
movimentos.

Uma pessoa que perdeu o controle de sua bexiga por conta de esclerose multipla poderia ter
um sistema de BCI implementado que estimularia os nervos periféricos, permitindo que ela voltasse a
urinar.

E mencionado também que um sistema de BCI também pode ser utilizado para aprimorar a
saida natural do SNC, em aplicagdes em que € necessério atenc¢éo continua, como dirigir. O sistema
detectaria a atividade cerebral que precede um lapso de atencdo, e entdo fornece algum tipo de
estimulo (um som, por exemplo), retornando a pessoa para o estado de foco.

Wolpaw E e Wolpaw J (2012, p. 3) também citam que a recente explosédo de interesse para
pesquisas em Interfaces Cérebro Maquina faz parte de um surto em um espectro amplo de novas
tecnologias e terapias que prometem um entendimento sem precedentes sobre o funcionamento do
cérebro e como tratar suas doencas.

Por conta da complexidade multidisciplinar de um sistema de interface cérebro-méaquina, este
artigo pretende permanecer no escopo da camada de software. Portanto, para este estudo de caso foi

introduzido um problema simplificado e uma rede neural simples para resolvé-lo. A biblioteca MNE-
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Python trara o conjunto de dados necessério, que contém 226 pontos de dados por amostra de EEG,
onde cada amostra representa uma Unica tentativa descrita no problema.

Supondo que um paciente sentado a frente de uma tela seja apresentado a imagens sendo
alternadas entre padrdes de tabuleiro preto e branco, entre os olhos esquerdo e direito em um intervalo
de 750 ms (milissegundos) entre os estimulos, tenha de forma aleatéria um emoji sorridente ao centro
do campo visual sendo exibido. Ao avistd-lo, o paciente deveria apertar um botdo. O mesmo
experimento poderia ser realizado com um padrdo de cores, onde seria possivel pedir para que o
paciente pressionasse 0 botdo assim que avistasse uma cor especifica, ou a auséncia dela.

Um experimento como este testaria a habilidade cognitiva e motora do paciente entre entender
as imagens e apertar um botéo, porém o objetivo dessa implementacéo de BCI é remover a entrada
manual do usuario (apertar o botédo), e deixar com que o sistema de rede neural reconhega que 0
usuario avistou a imagem que foi pedida, e registrar o evento de acordo. Através de dados EEG
previamente coletados, podemos treinar uma rede neural para que entenda as amostras apresentadas
e realize assercdes corretas.

O objetivo € monitorar a resposta “surpresa” ou “antecipagédo” do paciente. Este tipo de sinal
pode ser monitorado por meio do componente P300, uma resposta EEG ja muito bem conhecida. Um
sistema que detecta este componente por dentro dos dados EEG foi criado, sendo encontrada a

solucdo para o problema proposto.

1 COMUNICANDO COM O CEREBRO

Para Graimman, Allison e Pfurtscheller (2010, p. 7), o objetivo de uma BCI é medir a atividade
cerebral, que produz sinais elétricos e atividade magnética, com a finalidade de entender a intengéo
do usuario. Portanto, diferentes sensores podem coletar diferentes mudancas elétricas ou magnéticas

no cérebro, de acordo com o posicionamento desses instrumentos.

2. METODOS DE COMUNICAGAO

Azar e Hassanien (2014, p. 35) citam que para entender de uma maneira geral como as BCI
funcionam, é necessario entender como a atividade cerebral pode ser medida e quais sinais cerebrais
podem ser utilizados. Existem métodos invasivos, parcialmente invasivos e ndo invasivos, pois a
classificagdo depende da maneira que os sinais elétricos sdo obtidos dos neurénios no cérebro

humano. A seguir, os principais tipos de BCI serdo abordados.

2.1. INTERFACES CEREBRO MAQUINA INVASIVAS E PARCIALMENTE INVASIVAS

Os métodos invasivos normalmente permitem melhor precisdo nas informag¢fes por conter
menor quantidade de ruido (similar ao chiado em radios) que atrapalham na leitura, consequentemente
ndo necessitando tanto de processamento. Por outro lado, por serem invasivos apresentam um maior

risco ao paciente e maior custo, por se tratar de um processo cirdrgico. Por exemplo, a taxa de disparo

RECIMAZ21 - Ciéncias Exatas e da Terra, Sociais, da Saude, Humanas e Engenharia/Tecnologia



v.3, n.6, 2022

A A RECIMA21 - REVISTA CIENTIFICA MULTIDISCIPLINAR
RECIMAZ ISSN 2675-6218
UTILIZAGAO DE REDES NEURAIS PARA VISUALIZAR E INTERPRETAR DADOS DE ELETROENCEFALOGRAMAS
E ELETROOCULOGRAMAS

Matheus de Souza Perches, Jodo Henrique Gido Borges, Fabiana Florian
de neurbnios individuais é uma caracteristica importante de BCls invasivas, que utilizam gravacdes
intracorticais (AZAR; HASSANIEN, 2014, p. 14).

2.1.1. ELETROCORTICOGRAFIA

A eletrocorticografia (ECoG, do inglés electrocorticography) é uma técnica de gravacao de
sinais cerebrais que envolve a colocacdo de eletrodos através da superficie do cérebro (massa
encefalica). O procedimento requer uma incisdo cirdrgica no cranio para o implante dos eletrodos na
superficie do cérebro. O ECoG é tipicamente performado somente em pacientes em situagdes clinicas,
como dentro de um hospital para realizar o monitoramento em pacientes que sofrem de epilepsia (RAO,
2013, p. 22).

Considerada parcialmente invasiva, a ECoG recebeu atencdo da comunidade de BCI como um
compromisso intermediario entre uma matriz de eletrodo invasiva e a ndo invasiva eletroencefalografia.
Ao contrario das matrizes de multieletrodo, algumas formas de ECoG nédo penetram a barreira cérebro-
sangue, portanto sdo mais seguras do que matrizes implantadas dentro do cérebro. Os eletrodos ECoG
também s@o menos propensos a desgaste comparado a solucdes que penetram o cérebro, por
acumulacéo de células de glia e formacéo de tecido cicatricial (RAO, 2013, p. 23).

Porém ela nao é perfeita, ja que sé pode ser utilizada em situacdes cirdrgicas, onde o usuario
se encontraria no hospital, aumentando o risco. Além disso, somente as partes cirurgicamente
relevantes do cérebro poderiam ter dados gravados, e ainda pode haver interferéncias causadas por
medicamentos, ou condi¢des proprias do paciente como convulsdes (RAO, 2013, p. 24).

Outra desvantagem consiste no tamanho dos eletrodos, que é relativamente grande, segundo
o autor (alguns mm em didmetro). Esse problema em particular esta sendo trabalhado por
pesquisadores, utilizando eletrodos do tipo micro ECoG. Estes teriam somente uma fracdo do tamanho
dos eletrodos comuns, diminuindo o espacamento entre eletrodos necessarios, aprimorando a
deteccdo de atividade neural por conta da maior resolucdo. Isso possibilitaria a gravacdo de
movimentos sutis, como o movimento de dedos individuais ou até mesmo a fala, sem realmente

precisar penetrar ao cérebro (RAO, 2013, p. 24).

2.1.2 INTERFACES CEREBRO MAQUINA NAO INVASIVAS

Os métodos ndo invasivos proporcionam baixo ou zero risco ao paciente que recebe o
dispositivo, além de serem removiveis com uma facilidade muito maior e a qualguer momento, como é

0 caso da eletroencefalografia.

2.1.2.1 ELETROENCEFALOGRAFIA

Rao (2013, p. 28) diz que a Eletroencefalografia (EEG) € um bom método para se obter
gravacdes de ondas de atividade cerebral, através de uma variedade de frequéncias. Determinadas

acles possuem determinadas frequéncias, e sdo originadas a partir da sincronizacdo de uma grande
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populacdo de neurbnios, tendo também uma distribuicdo espacial caracteristica, que estao
frequentemente correlacionadas com diferentes estados funcionais do cérebro.

Por exemplo, atividades como mover os olhos, piscar, ou mover algum musculo do corpo
causam registros nas gravaces, tornando a filtragem desses dados extremamente necessaria. Até
mesmo ruido de outros equipamentos elétricos ou uma linha de energia ativa podem ser registradas
erroneamente no relatério, segundo Graimman, Allison e Pfurtscheller (2010, p. 6).

Para Graimman, Allison e Pfurtscheller (2010, p. 7) as ondas Alfa (8-13 Hz) s&o registradas
guando um paciente esta acordado e relaxado, ou com os olhos fechados, por exemplo. Um tipo
particular de onda Alfa é o ritmo mu (8-12 Hz), e é encontrada ao redor de areas sensoério-motores na
auséncia de movimento, e diminui conforme o sujeito realiza um movimento ou se imagina realizando.
Ondas Beta (13-30 Hz) séo detectaveis sobre os lobos parietal e frontal em pessoas em estado de
alerta ou ativamente em processo de concentracdo. Ondas Delta (0.5-4 Hz) s&o detectadas em bebés
e em adultos durante sono profundo. Ondas Theta (4-8 Hz) s8o associadas com sonoléncia ou
ociosidade em criancas e adultos. As ondas Gama (30-100 Hz) sao relacionadas com memdrias de
curto prazo e integragdo multisensorial. Altas atividades Gama (mais de 70 Hz) estéo relacionadas com
atividades motoras e séo utilizadas em BCls de ECoG.

Além disso, Graimman, Allison e Pfurtscheller (2010, p. 7) explicam que apesar do EEG néo
ser tecnicamente exigente, o procedimento geral de preparacdo pode ser complicado. Para obter a
qualidade ideal de sinal, as areas da pele que receberdo o contato com os eletrodos precisam ser
preparadas com um gel abrasivo especial. Segundo o autor, a quantidade média requerida de eletrodos
€ por volta de 100, e a maioria das pessoas que utilizam esse equipamento tenta minimizar esse

namero para reduzir o tempo de preparacéo e dificuldade.

2.2 O PROCESSAMENTO DOS SINAIS

O processamento de uma BCI é feito em tempo real para detectar padrdes, entendendo a
intencdo do usuério. Ele possui quatro estagios, constituidos de pré-processamento, extracdo de

caracteristicas, selecdo de caracteristicas e classificagao (LEITE, 2016, p. 9).

2.2.1 PRE-PROCESSAMENTO

O objetivo do pré-processamento é simplificar as operagdes subsequentes de processamento,
sem perder as informacdes relevantes. Uma de suas tarefas importantes é aprimorar a taxa de sinal
para ruido (SNR em inglés). Uma SNR ruim ou baixa significa que os padrdes cerebrais obtidos
estariam soterrados por baixo desse ruido, tornando os padrées relevantes para a andlise feita dificeis
de detectar (AZAR; HASSANIEN, 2014, p. 15).

Por outro lado, uma boa ou alta SNR implicaria em um sinal limpo, simplificando a tarefa de
deteccao e classificacdo. Técnicas de transformagdo combinadas com filtragem sao empregadas de

forma frequente durante o pré-processamento em uma BCI. Além disso, os cientistas utilizam dessas
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técnicas para transformar os sinais, de forma que os componentes indesejados dos sinais sejam
eliminados ou reduzidos, dessa forma aprimorando a SNR (AZAR; HASSANIEN, 2014, p. 15).

2.2.2 EXTRACAO DE CARACTERISTICAS

Azar e Hassanien (2014, p. 14) dizem que os padrdes cerebrais utilizados em BCls séo
caracterizados por certas caracteristicas ou propriedades. Amplitudes e frequéncias séo caracteristicas
essenciais dos ritmos sensorio-motor e potenciais evocados visualmente em estado estacionario
(SSVEP, do inglés Steady-State Visually Evoked Potential) onde estes séo utilizados em sistemas de
eletroencefalografia (EEG)

A definicao de uma forma de representacao dos dados de entrada € um dos principais desafios
no projeto de um dispositivo de processamento. Para Leite (2016, p. 51) “Geralmente, usar o sinal de
entrada diretamente para se obter os valores de saida é uma abordagem de baixo desempenho e alto
custo computacional.” Além disso, “para a maioria das aplicagbes é conveniente mapear o sinal de
entrada em outro espacgo que permita a representacéo das informacdes relevantes de forma compacta
e eficiente.”

Encontrar uma boa representacdo de dados em um dominio especifico ndo € simples, pois é
necessario reduzir o espaco de caracteristicas para evitar que os dados sejam pouco representativos
para a quantidade de material disponivel, enquanto o descarte de informacgdes é feito com cautela para
ndo se perder informacgdes uteis (LEITE, 2016, p. 51).

2.2.3 SELECAO DE CARACTERISTICAS

Os problemas de aprendizado de maquina costumam envolvem muitas variaveis para
descrever um determinado conjunto. Segundo Leite (2016, p. 65), “A etapa de selegdo de
caracteristicas visa determinar as caracteristicas mais informativas a serem usadas para se conceber
o sistema de classificagdo.” Existe um seletor de atributos, onde trés objetivos séo determinados:
melhorar o desempenho do classificador, proporcionar preditores mais rapidos e mais eficazes e

permitir uma melhor compreenséo do processo que gerou os dados.

2.2.4 CLASSIFICACAO

Leite (2016, p. 72) explica que a funcao que mapeia os dados de entrada nas possiveis classes
considerando a similaridade entre o0s objetos, pode ser vista como a tarefa de classificacéo.
Seguindo nessa linha de raciocinio, podemos construir uma funcdo de mapeamento utilizando
caracteristicas extraidas da base de dados, dessa forma cada dado de entrada corresponderia a uma
Unica classe. “O espago de entradas é dividido em regides de decisio, cujos limites sdo denominados
de fronteiras ou superficies de decisdo”. A autora complementa, e diz que quando as regifes de
decisédo sdo definidas como hiperplanos, sdo classificadas como linearmente separaveis, e caso

contrario, sdo um problema de classificacdo néo linear.
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A etapa de deteccdo e classificacdo também pode ser simplificada quando o usuario se
comunica com a BCI somente em intervalos regulares de tempo bem definidos. Tais intervalos sédo
indicados pela BCIl através de toques sonoros ou indica¢des visuais, como uma luz de led. Por
exemplo, um toque sonoro indicaria que o usuario deve realizar uma a¢do mental especifica, e a
gravacédo duraria determinado tempo. Outro toque sonoro indicaria que a gravagéo terminou, entdo o
usuario pode cessar a sua atividade, e a BCI tenta classificar os sinais cerebrais recebidos durante
esse intervalo de tempo (AZAR; HASSANIEN, 2014, p.14).

Todavia, Azar e Hassanien (2014, p. 14) explicam que este método de detec¢éo néo considera
gue o usuario pode vir a querer se comunicar antes ou depois desse intervalo de tempo, ou até mesmo
ndo querer se comunicar durante o intervalo de tempo. BCIs que utilizam esse modo de operacdo sdo
chamadas de BCI sincronas ou BCl passo a passo. Apesar de serem relativamente faceis de
desenvolver, seu uso no mundo real ndo € pratico, sendo similar a um teclado que sé pudesse ser
utilizado para digitagcao durante certos periodos.

O inverso das BCls sincronas séo as BCls assincronas, realizando uma gravacéo continua das
intencbes do usuério. Dessa forma, eles podem interagir com o sistema a qualquer momento,
oferecendo uma forma mais natural e conveniente de interacdo, e sdo tecnicamente mais exigentes
(AZAR; HASSANIEN, 2014, p.14).

2.3 MEDINDO A PERFORMANCE DE UMA INTERFACE CEREBRO COMPUTADOR

A performance de um sistema de BCIl pode ser medida de varias maneiras. Uma delas é a
performance de classificacédo (podendo entrar como taxa de classificacdo ou precisdo da classificagcéo).
E a frequéncia onde é contabilizado o nimero de classificacdes realizadas corretamente (tentativas de
realizar atividades mentais que obtiveram éxito) versus o nimero total de classificacdes. Dessa forma,
a taxa de erro torna-se facil de calcular, ja que contabiliza os numeros de classificacGes realizados
incorretamente, versus o nimero total de classificacdes (AZAR; HASSANIEN, 2014, p. 15).

Essa medida de performance € vélida, porém néo permite que o sistema seja avaliado de forma
objetiva no que diz respeito ao seu proposito real. Por exemplo, Azar e Hassanien (2014, p.15) citam
gue para uma aplicacdo de digitacdo mental, seria muito mais Util uma medida que obtivesse a taxa de
palavras que o sistema conseguiu entender corretamente versus as palavras que nao foram
entendidas. A taxa de palavras entendidas poderia ser calculada, mas seria mais adequado saber
guantas dessas palavras foram acertadas e quantas néo.

Uma medida de performance mais geral € a taxa de transferéncia de informacao (ITR, do inglés
Information Transfer Rate). Ela depende do nimero dos diferentes padrdes cerebrais utilizados, o
tempo levado para a BCI classifica-los, e a precisdo dessa classificacdo. Por conta do IRT ser
dependente do numero de padrdes cerebrais que podemos ser confiavelmente detectados e
classificados, a taxa de transferéncia depende da estratégia mental empregada (AZAR; HASSANIEN,
2014, p. 15).
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De qualquer forma, a BCI implementa um caminho de comunicacdo alternativo, mas esse
caminho é lento, dizem Azar e Hassanien. De acordo com ele, certamente ndo € uma via de interacéo
de alta velocidade, e ndo pode ser comparado com as vias de comunicagdo naturais (como a fala ou
escrita) ou interfaces humano-computador, como os celulares ou interfaces graficas de aplicativos que
estamos acostumados. Porém, as BCIs podem ser extremamente valiosas para pessoas com
deficiéncias severas, com algumas aplicacBes emergentes para pessoas com deficiéncias menos

severas, ou completamente saudaveis, complementa o autor.

3 METODOLOGIA DE PESQUISA

Para a metodologia de pesquisa, foram utilizadas bibliotecas gratuitas e bases de dados de
eletroencefalograma (EEG) ja existentes, como a biblioteca Python MNE que possui um nimero de
amostras EEG com 226 pontos de dados por amostra. Isso permite que 0s resultados possam ser
obtidos sem a necessidade de adquirir um equipamento, evitando eventuais despesas. O projeto
nomeado “Interpretador de P300” para facilitar futuras mencdes e problema a ser apresentado a seguir
foram baseados no exemplo fornecido pela Neurotech Edu.

Os pacotes de pré-requisito estdo listados abaixo:

e Python: Linguagem de programacao;

e MNE: Pacote de dados para EEG;

e NumPy: Computacéo Cientifica;

e SciPy: Computacédo Cientifica;

e MatPlotLib: Biblioteca de plotagem (geracgao dos gréficos);
e Scikit-Learn: Biblioteca para aprendizado de maquina

e PyTorch: Biblioteca para aprendizado de méaquina

O projeto incluindo cddigo fonte estd publicamente acessivel na plataforma Google Collab,

permitindo que partes interessadas possam interagir e verificar os resultados por si mesmas.
3.1 O COMPONENTE P300

O componente P300 é uma grande forma de onda positiva, um pico, que pode ser extraida das
medicdes em tempo real de um eletroencefalograma. Dessa forma, é possivel utilizar dos conceitos do
componente P300 para identificar picos de ondas cerebrais gerados pelo paciente quando observar a
imagem que lhe foi indicada (DINTEREN et al., 2014, p. 1).

3.1.1 O APRENDIZADO DE MAQUINA

O Aprendizado de Maquina € um termo que abrange uma grande variedade de algoritmos e
ferramentas de modelagem para uma vasta gama de tarefas de processamento de dados. Para o

problema apresentado, é importante saber que maquinas sdo muito boas em seguir parametros para
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detectar padrées. Assim sendo, o algoritmo de aprendizado de maquina tera a tarefa de identificar e
classificar esses padrdes que ndo seriam detectaveis por humanos (GIUSEPPE et al, 2019, p. 1).

O autor Brandon Siebert explica que ndo ha uma equacéao perfeita para o componente P300

para o interpretador desenvolvido. Além disso, esses eventos se manifestam de maneira diferente a

depender de cada paciente e de onde os dados de EEG séo obtidos. Portanto, € necessario um

algoritmo capaz de se adaptar a tais situac@es, e identificar o componente P300 de forma correta.

Dessa forma, o aprendizado de maquina sera utilizado para se adaptar com as leituras e retornar os

resultados corretos.

4. O INTERPRETADOR DE P300

O problema apresentado na introducdo foi resolvido abaixo utilizando as ferramentas
mencionadas na se¢do numero 3. Vale reforcar que o cddigo-fonte ndo € de autoria prépria, sendo
desenvolvido por Brandon Siebert e referenciado na secdo Referéncias. Além disso, foi realizada uma
alteracdo pontual explicada na secéao 4.3 para que o treinamento da rede neural fosse realizado da

maneira em que o autor original pretendia, produzindo os resultados esperados.
4.1 IMPORTACAO DAS BIBLIOTECAS E CONFIGURACAO DE AMBIENTE

A execucdo do projeto foi iniciada com a instalacdo dos moédulos necessarios, ha maquina
virtual do Google Collab:
[1] 1 # Run these from the console if following along locally
2 lpip install mne
!pip install sklearn
4 Ipip install matplotlib
5 lpip install torch

!pip install torchvision
Ipip install tensorboardX

Figura 1: Importag&o das bibliotecas. Fonte: Google Collab.

Na figura 2 é possivel visualizar a saida do codigo, registrado quais requisitos ja estavam

satisfeitos e quais necessitavam algum tipo de alteracéo.
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tieB BN

{local /11b/pythan3. 7/ 415t -packages

Figura 2: Saida de execucéo da instalacdo das bibliotecas. Fonte: Google Collab.

Em seguida, o autor explica que os avisos foram desativados para manter a limpeza da saida

do codigo, ja que sdo redundantes no contexto atual. Na linha nimero 2, a importacéo da biblioteca

warnings é realizada, e na linha nimero 3 o modulo recebe o parametro para ignorar todos dentro de

seu filtro. A instrucdo ndo possui retorno.

v ° 1 # You'll want to comment this out if you plan on modifying this code, to get valuable feedback
2 import warnings

3 warnings.filterwarnings('ignore’)

Figura 3: Desativacéo dos avisos. Fonte: Google Collab.

Na figura 4 sdo realizadas as importacdes de bibliotecas que foram utilizadas, apds a

instalacao ter sido realizada na Figura 1. O MNE-Python que foi responsavel por obter leituras de

sistemas EEG esta localizado na linha nimero 8 e o objeto RobustScaler da biblioteca SciKit esta na

linha namero 9, sendo responsavel por escalar as estatisticas geradas, de acordo com o autor.

70

from collections import OrderedDict

from pylab import rcParams

import torch

import torch.nn as nn

import torchvision.transforms

import matplotlib.pyplot as plt

import numpy as np

import mne

from sklearn.preprocessing import RobustScaler

Figura 4: Importag&o de bibliotecas. Fonte: Google Collab.

Por fim, um randomizador foi inicializado com uma semente de valor 100 para certa

consisténcia, sendo Util posteriormente:
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1 torch.manual_seed(1e@)

<torch._C.Generator at Bx7fce62178bde>

Figura 5: Inicializagcdo do randomizador e seu retorno. Fonte: Google Collab.

4.2 INICIALIZANDO OS PARAMETROS

O autor explica que o primeiro passo a ser tomado na inicializacdo do projeto foi informar ao

sistema os parametros desejados. Na figura 6 é possivel verificar a aplicagdo dos comandos:

® eeg_sample_count: Quantas amostras estéo sendo utilizadas para treino da rede neural.

® |earning_rate: O qudo rapido a rede neural pode mudar os pesos, afeta a velocidade de

aprendizado.

® eeg_sample_length: Nimero de pontos de dados por amostra.

® number_of classes: Numero de classes de saida. (O valor de 1 significa 100%, 0.0 significa

0%. E a certeza de que a amostra é um P300).

e hiddenl, 2 e 3: NUmero de neurdnios na primeira, segunda e terceira camada oculta.

® output:

NUmero de neurdnios na camada de saida.

[y

# Initialize parameters

eeg_sample_count = 248 # How many samples are we training

learning_rate = 1e-3 # How hard the network will correct its mistakes while learning
eeg_sample_length = 226 # Number of eeg data points per sample

number_of_classes = 1 # We want to answer the "is this a P3882" question

hiddenl = 5@ # MNumber of neurons in our first hidden layer

hidden2 = 1@ee # Number of neurons in our second hidden layer

%3 - WYy ¥ ]

o

]

5]

Ll+]

hidden3 = 1@ # MNumber of neurons in our third hidden layer
output = 1@ # Number of neurons in our output layer

Figura 6: Inicializando parametros. Fonte: Google Collab.

4.3 CRIANDO A REDE NEURAL

Utilizando ajuda das bibliotecas ja importadas, foi construido um grafico que representa o

aprendizado da rede neural (figura 7). O autor explica que primeiro é definida a entrada do gréafico da

rede neural como um aglomerado de nodos lineares e de ativacdo. Os dados de entrada passam por

esse grafico, acumulando tendéncias escaladas por peso, sendo entdo transformados por funcdes de

ativacao, até que passe pelo nodo final de saida. Apés isso, ele passa a uma funcéo sigmoide (curva

em formato de S) que coloca o nimero final em uma escala de 0 a 1. O nimero final é o preditor P300,

crucial para o objetivo deste projeto.
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1 ## Define the network

2 tutorial_model

= nn.Sequential()

4 # Input Layer (Size 226 -> 508)

5 tutorial_model.
© tutorial_model.

8 # Hidden Layer
9 tutorial_model
11

12 # Hidden Layer

13 tutorial_model.
14 tutorial model.

15
16 # Hidden Layer

17 tutorial model.

18 tutorial model
1.5
20 # Output Layer

21 tutorial model.
22 tutorial_model.

add_module( ' Input Linear’,
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nn.Linear(eeg_sample_length, hidden1))

add_module( ' Input Activation', nn.CELU())

(Size 588 -> 160@)

.add_module( 'Hidden
18 tutorial_model.

add_module( 'Hidden

(Size 1@@8 -> 108)
add_module( 'Hidden
add_module( 'Hidden

(Size 180 -> 18)
add_module( 'Hidden

.add_module( 'Hidden

(Size 18 -> 1)
add_module( 'Output
add_module( 'Output

Activation®,

Linear', nn.Linear(hidden1, hidden2))
Activation®, nn.ReLU())

Linear2', nn.Linear(hidden2, hidden3))
Activation2®, nn.RelU())

Linear2', nn.Linear(hidden3, 18))
Activation3®, nn.RelU())

Linear', nn.lLinear(1@, number_of_classes))
nn.Sigmoid())

Figura 7: Parametrizando o grafico. Fonte: Google Collab.

Em seguida a funcéo de perda foi treinada. Estas séo vitais para dar o feedback em quéo bem

a rede esté sendo treinada. O autor explica que uma perda préxima a zero indica que a predicdo esta

sendo feita corretamente, feito com a ajuda do PyTorch. No cédigo da figura 8 a fun¢c&o de perda foi

definida, com um procedimento de treinamento simples que atualiza os pesos da rede neural e calcula

a perda para cada iteracdo. O autor do cddigo fonte complementa que ao final, o estado padrao da

rede é salvo para que seja possivel obté-lo novamente no futuro. A linha nimero 18 foi modificada do

cadigo original pelo autor deste artigo com loss.item() para corrigir um erro de execucgado ao gerar 0

grafico.

° 1 # Define a loss function

2 loss_function = torch.nn.MSELoss()

4 % Define a training procedure

5 def train_network(train_data, actual_class, iterations):

# Keep track of loss at every training iteration
8 loss_data = []

18  # Begin training fer a certain amount of iterations
11 for i in range(iterations):

12

13 # Begin with a classification

14 classification = tutorial model(train_data)

15

16 # Find out how wrong the network was

17 loss = loss_function(classification, actual class)
18 loss_data.append(loss.item())

19

20 # Zero out the optimizer gradients every iteration
21 cptimizer.zerc_grad()

22

23 # Teach the network how to do better next time

24 loss.backward()

25 optimizer.step()

26

27  # Plot a nice loss graph at the end of training

28  rcParams[‘figure.figsize'] = 10, 5

29  plt.title("Less vs Iterations™)

38 plt.plot(list(range(@, len(loss_data))), loss_data)

31 plt.shou()

32

33 # Save the network's default state so we can retrain from the default weights
34 torch.save(tutorial_model, "/home/tutorial model default_state”)

Figura 8: Definindo a funcéo de treinamento e de perda. Fonte: Google Collab e Autor.
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4.4 OBTENDO O CONJUNTO DE DADOS MNE EEG

O autor comenta que a biblioteca MNE é um recurso valioso que se especializa em
processamento de sinais cerebrais, e fornece acesso gratuito a bancos de dados com amostras
relacionadas ao assunto. Para o projeto “Interpretador de P300”, foi utilizado o banco de dados com
amostras de componentes P300 para treinar a rede. A instru¢do da figura 9 retorna o caminho do

dataset no banco de dados do MNE-Python:

v ° 1 data_path = mne.datasets.sample.data_path()
2 data_path

MNEPosixPath('/root/mne_data/MNE-sample-data')

Figura 9: Iniciando a obtencéo dos dados reais. Fonte: Google Collab.

Para obter os dados utilizando Python, o autor explicou que é necessario configurar o caminho
para o conjunto de dados especifico que se gostaria de acessar. Neste caso € uma base de dados séo
amostras de sinais audiovisuais onde as ondas cerebrais foram filtradas de 0 a 40 Hz (Hertz). Sdo
obtidos dados brutos, o que simplesmente significa que € uma cole¢éo simplificada de varios canais

EEG, ao invés de sinais mais focados em algum evento de interesse.

i ° 1 raw_fname = data_path + '/MEG/sample/sample_audvis_filt-@-48 raw.fif’
2 event_fname = data_path + '/MEG/sample/sample_audvis filt-0-4@ raw-eve.fif'
3
4 # Obtain a reference to the database and preload into RAM
5 raw_data = mne.io.read_raw_fif(raw_fname, preload=True)

6

7 # EEGs work by detecting the voltage between two points. The second reference
& # point is set to be the average of all wvoltages using the following function.
9 # It is also possible to set the reference voltage to a different number.

10 raw_data.set_eeg_reference()

Figura 10: Definindo o caminho para obtencéo dos dados de EEG. Fonte: Google Collab.

Feito isso, os dados foram carregados em uma variavel chamada raw_data. O autor utilizou a
funcéo pick para que as fontes de interesse fossem escolhidas, para melhor filtrar a informacéo
desejada. O comando é visualizado nas linhas 2 e 3 da figura 11. EEG é escolhido assim como

eletrooculograma (EOG), ja que sdo capturas dos mesmos eletrodos.

v ° 1 # Define what data we want from the datase‘tl

raw_data = raw_data.pick(picks=["eeg","eog"])

picks_eeg only = mne.pick_types(raw_data.info,
eeg=True,
eog=True,
meg=False,
exclude="bads')

NN R W N

Removing projector <Projection | PCA-v1, active : False, n_channels : 182>
Removing projector <Projection | PCA-v2, active : False, n_channels : 182>
Removing projector <Projection | PCA-v3, active : False, n_channels : 182>

Figura 11: Especificando as fontes. Fonte: Google Collab.
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Com o retorno do cédigo visualizado na figura 12, podemos verificar que existem apenas 12

exemplos de eventos P300, o que é pouco, considerando que em média uma aplicacdo pratica possui

cerca de 100 eventos. Porém, a quantidade deve ser suficiente para o projeto atual, de acordo com o

autor.

O autor complementa que o arquivo contém eventos que indicam quando algo aconteceu

durante a gravacdo do EEG. Por exemplo, os eventos com o ID 5 representam pacientes que foram

apresentados um emaoiji sorridente.

-0

1 events = mne.read_events(event_fname)
2 event_id = 5
3 tmin = -8.5

4 tmax = 1

S epochs = mne.Epochs(raw_data, events, event_id, tmin, tmax, proj=True,

6 picks=picks_eeg_only, baseline=(None, @), preload=True,
7 reject=dict(eeg=100e-6, eog=150e-6), verbose = False)

8 print(epochs)

<Epochs | 12 events (all good), -8.499488 - ©.%98976 sec, baseline -0.499488 - @ sec, ~4.2 MB, data loaded,
'5': 12>

Figura 12: Detalhes da fonte escolhida. Fonte: Google Collab.

O autor disserta que para os fins deste projeto é preferivel um canal que possua a indicacédo

mais alta de um evento P300, portanto o canal EEG 058 ser& especificado na figura 13:

W

=

# This is the channel used to monitor the P388 response
channel = "EEG 858"

>

(WY ]

4 # Display a graph of the sensor position we're using
5 sensor_position_figure = epochs.plot_sensors(show_names=[channel])

Figura 13: Especificando o canal para eventos P300. Fonte: Google Collab.

O autor explica que com os eventos obtidos, é necessario adicionar contra exemplos para

realizar um contraste de dados, permitindo que a rede neural analise e filtre conforme foi treinada.

Foram obtidos todos os outros eventos contidos no conjunto de dados.

< @ 1event_id=[1,2,3,4]

2 epochsNoP38@ = mne.Epochs(raw_data, events, event_id, tmin, tmax, proj=True,
3 picks=picks_eeg only, baseline=(None, ®), preload=True,
4 reject=dict(eeg=100e-6, eog=158e-6), verbose = False)

5 print(epochsNoP3@0)

<Epochs | 208 events (all good), -8.499488 - ©.998976 sec, baseline -0.499488 - @ sec, ~24.5 MB, data loaded,
1 47
'2': 56
'30; 87
4': 48>

Figura 14: Adicionando todos os outros eventos. Fonte: Google Collab.
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Ainda é necessério realizar alguns passos para que a rede neural possa entender os dados e

classifica-los conforme esperado. O autor explica que é necessario:

® Escalar os dados tendo em mente possiveis discrepancias. Se os dados forem escalados

somente utilizando valores minimos e maximos, ha um risco de os dados serem definidos por

discrepancias e os valores regulares serem espremidos no centro. Para evitar isso, seréo

utilizados valores estatisticos para escalar os dados.

® Criar uma variavel que nomeia as amostras positivas de P300 como 1 e negativas como 0.

® Combinar os dados em uma estrutura de dados Unica.

® Realizar conversao de varios tipos de dados.

O cadigo da figura 15 realiza este trabalho:

-0

1 eeg_data_scaler = RobustScaler()

2

3 # We have 12 p3@@ samples

4 p3@@s = np.squeeze({epochs.get_data(picks=channel))

5

6 # We have 208 non-p38@ samples

7 others = np.squesze(epochsNoP388.get_data(picks=channel)})
&

% # Scale the p3@@ data using the RobustScaler
18 p3@@s = p3@@s.transpose()

11 p3@@s = eeg_data_scaler.fit_transform{p3Bas)
12 p3@8s = p3@8s.transpose()
13

14 # Scale the non-p3@@ data using the RobustScaler

15 others = others.transpose()
16 others = eeg_data_scaler.fit_transform{others)
17 others = others.transpose()

re the train and test tensors

ify Positive P38@ train and test samples
21 p3@@s_train = p3B@s[E:9]
22 p3@8s_test = p3@@s[9:12]
23 p3@0s_test = torch.tensor(p3@@s_test).float()
24
25 # Specify Negative P38@ train and test samples
26 others_train = others[38:39]
27 others_test = others[39:42]
28 others_test = torch.tensor(others_test).float()
29
3@ # Combine everything into their final structures
31 training_data = torch.tensor{np.concatenate((p38@s_train, others_train), axis = @8)).float()
32 positive_testing data = torch.tensor(p3@@s_test).float()
33 negative_testing data = torch.tensor(others_test).float{)
34
35 # Print the size of each of our data structures
36 print("training data count: " + str{training data.shape[@8]))

37 print(“positive testing data count: " + str(positive_ testing_data.shape[8]))
38 print(“"negative testing data count: " + str(negative testing_dats.shape[@]})
39

48 # Generate training labels

41 labels = torch.tensor(np.zeros((training data.shape[©],1))).float()
47 labels[@:16] = 1.8

43 print{("training labels kourt: " + str{labels.shape[@])])

training data count: 18
positive testing data count: 3
negative testing data count: 3
training labels count: 18

Figura 15: Preparacao dos dados para a rede neural. Fonte: Google Collab.

4.5 CLASSIFICANDO O CONJUNTO DE DADOS COM A REDE NEURAL

Utilizando as definicdes criadas na secéo 4.3, a rede neural foi treinada com dados reais de

EEG.
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1 # Make sure we're starting from untrained every time
2 tutorial_model = torch.load("/home/tutorial_model_default_state")

£

4 4 Define a learning function, needs to be reinitialized every load

S optimizer = torch.optim.Adam(tutorial_model.parameters(), lr = learning_rate)
]

7 # Use our training procedure with the sample data

8 print("Below is the loss graph for dataset training session™)

9 train_network(training_data, labels, iterations = 5@)

Figura 16: Obtendo os dados de EEG para treinar a rede neural. Fonte: Google Collab.

Na figura 17 é possivel verificar o grafico que representa o treinamento da rede neural:

Loss vs Iterations.

0.25 A

0.20 A

015 1

0.10 4

0.05 A

0.00 1

Figura 17: Treinamento da rede neural, perda x iteracdo. Fonte: Google Collab.

Ao criar, testar e treinar a rede neural com os dados necessarios, a classificacdo foi realizada

para concluir a resolucdo do problema:

(€3]

1 # Classify our positive test dataset and print the results
classification_1 = tutorial model(positive_testing data)
for index, value in enumerate(classification_1.data.tolist()):

print("P3@e Positive Classification {1}: {@:.2f}%".format(value[@] * 188, index + 1))

# Classify our negative test dataset and print the results
classification_2 = tutorial_model(negative_testing_data)

2
3
4
5
6 print()
7
8
9

[y

11
12

8 for index, wvalue in enumerate(classification_2.data.tolist()):
print("P3@e Negative Classification {1}: {@:.2f}%".format(value[@] * 188, index + 1))

P388 Positive Classification 1: 188.88%
P388 Positive Classification 2: 99.94%
P388 Positive Classification 3: 188.88%

P388 Negative Classification 1: 9%.92%
P388 MNegative Classification 2: @.84%
P388 MNegative Classification 3: @.8e%

Figura 18: InstrucBes para classificacdo dos dados e pontuagéo. Fonte: Google Collab.

Conforme as porcentagens indicam, os eventos P300 foram classificados corretamente, porém

um deles foi classificado incorretamente como um evento P300. De acordo com o autor, iSso é em
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parte consequéncia de poucos dados para treinamento, portanto a rede foi incapaz de diferenciar a o
evento negativo de P300 nimero 1 do positivo.

Podemos instruir ao sistema que nos exiba em forma de grafico as amostras analisadas com

0 seguinte cadigo:

v @) 1 rcparams|‘figure.figsize'] = 15, 5
2
3 plt.plot(list(range(®, eeg sample_length)), positive testing data[®], color = "#@effea")
4 plt.plot(list(range(@, eeg sample length)), positive testing data[1], color = "#88asll")
5 plt.plot(list(range(e, eeg sample length)), positive testing data[2], color = "#448844")
6 plt.show()
7 plt.plot(list(range(@, eeg_sample length)), negative testing data[@], color = "black™)
8 plt.plot(list(range(@, eeg sample length)), negative testing data[1], color = "r")
o plt.plot(list(range(e, eeg sample length)), negative testing data[2], color = "#994408")
10 plt.show()

=

Figura 19: Amostras classificadas pela rede neural. Fonte: Google Collab.

O autor explica que a linha em cor preta no segundo grafico representa a classificacao de
evento negativa realizada por engano pela rede neural. Visualmente ela é parecida com as amostras
positivas, facilmente causando um engano ao ser classificado. Um problema como esse s6 pode ser

corrigido com mais amostras para que a diferenciacdo seja feita.

5 CONSIDERACOES FINAIS

Conforme mencionado na secao 4.4, o recomendado € possuir ao menos 100 amostras, e
neste caso a rede neural possui somente 9. O autor menciona que ndo é o suficiente para uma
aplicacdo verdadeira, mas o suficiente para uma prova de conceito. Ao longo deste projeto foi possivel
provar que a classificacéo de dados cerebrais por reconhecimento de redes neurais é possivel e viavel,
requerendo apenas uma gquantidade maior de dados para uma aplicacéo real.

Além disso, foi possivel constatar que a rede neural artificial aprendeu a classificar dados com

certa precisdo, e o conceito do componente P300 foi utilizado para resolver o problema proposto.
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